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Abstrak 

Perkembangan teknologi sekarang ini semakin pesat. Kebutuhan akan informasi dan komunikasi bertambah. 

Persaingan untuk mendapatkan pendapatan antar perusahaan telekomunikasi  menimbulkan adanya Churn. 

Churn adalah pindahnya pelanggan dari satu provider ke provider lainnya. Perusahaan lebih memilih untuk 

mempertahankan customer, karena dibutuhkan biaya yang lebih sedikit daripada menambah customer yang 

baru. Namun dalam permasalahan ini churn memiliki data yang tidak seimbang dan ekstrim dibanding 

dengan non-churn, sehingga perlu adanya penanganan pada distribusi kelas mayoritas (non-churn) dan 

minoritas (churn). Pada metode pendekatan dengan data mining, data yang tidak seimbang akan 

mengakibatkan proses klasifikasi yang cenderung keliru pada kelas minoritas (churn). Oleh karena itu, 

diperlukan penanganan kelas tidak seimbang dengan teknik sampling. Metode yang digunakan pada penelitian 

Tugas Akhir ini adalah metode Underbagging untuk menangani imbalance data yang dikombinasikan dengan 

metode klasifikasi menggunakan Logistic Regression (LR). Pengujian dilakukan dengan menggunakan dataset 

pelanggan WITEL PT. Telekomunikasi Regional 7 dengan 53 atribut. Jumlah data churn 7.513 record dan 

data non-churn 192.848 record. Penelitian ini menghasilkan nilai performansi akurasi tertinggi sebesar 

85,531% dan meningkatkan nilai f1-measure lebih dari 20% terhadap hasil klasifikasi tanpa penanganan 

imbalance data. 

Kata Kunci: klasifikasi, data mining, churn prediction, logistic regression, imbalance data, underbagging. 

1. Pendahuluan 

Perkembangan teknologi sekarang ini semakin pesat. Kebutuhan akan informasi dan komunikasi bertambah. 

Telah ditemukan berbagai perangkat teknologi yang memudahkan manusia dalam menyelesaikan masalah informasi 

dan komunikasi. Perusahaan telekomunikasi di Indonesia sekarang sedang melakukan banyak inovasi untuk 

melakukan persaingan yang semakin ketat karena customer berhak memilih dari banyaknya penyedia layanan yang 

ada. Persaingan ini penting bagi kelangsungan perusahaan karena berpengaruh kepada pendapatan perusahaan. 

Persaingan tersebut mengakibatkan beralihnya customer ke perusahaan telekomunikasi lain atau bisa disebut 

Churn. Churn adalah pemutusan jasa suatu perusahaan oleh pelanggan karena pelanggan tersebut lebih memilih 

menggunakan layanan jasa perusahaan kompetitor. Pada persaingan pasar ini dilihat dari pengalaman bahwa setiap 

tahunnya sekitar 30-35% laju churn dan membutuhkan 5-10 kali usaha dan biaya untuk menambah customer baru 

daripada mempertahankan yang sudah ada. Untuk itu industri telekomunikasi lebih memilih untuk mempertahankan 

customer. [1] 

Dalam mempertahankan customer, perusahaan telekomunikasi membutuhkan cara untuk memprediksi dalam 

mengetahui resiko customer kapan akan menjadi churn. Ketika memprediksi churn, terdapat berbagai teknik data 

mining dapat diterapkan. Salah satunya adalah model prediksi churn. Perusahaan besar harus mengimplementasikan 

model churn prediction tersebut untuk dapat mendeteksi atau mengetahui kemungkinan adanya churn sebelum mereka 

secara efektif meninggalkan perusahaan tersebut yang bisa berpengaruh terhadap pendapatan perusahaan. Namun, 

pada dataset pelanggan yang didapat dari perusahaan tersebut seringkali masih tidak seimbang. Data tidak seimbang 

merupakan jika kelas mayoritas (not churn) lebih banyak dari kelas minoritas (churn). Data yang tidak seimbang akan 

mengakibatkan proses klasifikasi yang cenderung keliru pada kelas minoritas (churn). Oleh karena itu, untuk 
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keberhasilan pada proses klasifikasi tersebut diperlukan adanya penanganan masalah kelas tidak seimbang dahulu 

sebelum membuat model prediksi. 

Pada permasalahan imbalance data dan churn diatas, penulis menerapkan teknik underbagging dan logistic 

regression. Metode underbagging merupakan metode penggabungan (ensemble) antara undersampling dan bagging. 

Metode Logistic Regression termasuk dalam predictive modeling, karena dalam statistika digunakan untuk prediksi 

probabilitas kejadian suatu peristiwa dengan mencocokkan data pada fungsi logit kurva logistik dalam suatu kelas. [2] 

Metode ini bisa digunakan untuk penanganan kasus prediksi churn karena pada kasus data pelanggan PT. 

Telekomunikasi dapat diketahui bahwa tipe data variabel respon (Y) adalah nominal.  Terdapat dua kemungkinan, 

yaitu churn dan not churn yang menghasilkan binary values seperti angka 0 adalah non churn dan angka 1 

mempresentasikan churn. [2] 

Dengan penelitian mengunakan metode penanganan kelas tidak seimbang underbagging dan teknik klasifikasi 

logistic regression, diharapkan dapat melihat pengaruh metode tersebut pada akurasi dan F1-measure agar perusahaan 

Telekomunikasi dapat mencegah terjadinya churn pelanggan. 

 

2. Metode Penelitian  

2.1 Dataset 
Dataset yang digunakan adalah data pelanggan PT. Telekomunikasi Indonesia Regional 7. Data yang digunakan 

adalah gabungan dari data diskrit dan kontinu, yang memiliki 53 atribut dengan 2 kelas label churn dan non churn 

dengan jumlah 200.381 record. Dengan rincian data churn 7.513 record dan data non-churn 192.848 record.  Data 

churn dinyatakan dengan angka 1 dan angka 0 jika non churn. Jumlah data churn hanya berkisar 3% dari keseluruhan 

data. Data yang akan diolah dideskripsikan pada tabel 1. 

Tabel 1. Data Pelanggan 

Atribut  Keterangan  

SEGMEN_ID Segmen pelanggan. 

UMUR_PLG Lama pelanggan menggunakan layanan. 

PAKET_SPEEDY_ID Paket internet yang digunakan pelanggan. 

WITEL Area regional 7. 

TAG_N Jumlah tagihan yang dibayarkan pada bulan 

tertentu selama 12 bulan. Terdapat 12 atribut 

TAG_N yaitu TAG_N sampai TAG_N11. 

STATUS_BAYAR_N Pembayaran pelanggan pada bulan tertentu 

selama 12 bulan. Terdapat 12 atribut 

STATUS_BAYAR_N yaitu 

STATUS_BAYAR_N sampai 

STATUS_BAYAR_N11. 

GGN_N Jumlah complain pelanggan pada bulan 

tertentu selama 12 bulan. Terdapat 12 atribut 

GGN_N yaitu GGN_N sampai GGN_N11. 

USAGE_N Total penggunaan layanan pelanggan pada 

bulan tertentu selama 12 bulan. Terdapat 12 

atribut USAGE_N yaitu USAGE_N sampai 

USAGE_N11. 
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CHURN Status pelanggan. 

2.2 Gambaran Umum Sistem 

Gambar 1 merupakan gambaran umum sistem yang dibangun dari penelitian Tugas Akhir ini. 

 

Gambar 1. Gambaran Umum 

2.3 Deskripsi Tahapan Proses 

Gambaran mengenai masing-masing proses yang akan dilakukan pada saat membangun model klasifikasi akan 

dijelaskan pada sub bab-sub bab dibawah ini. 

2.3.1 Data Preprocessing 

Terdapat beberapa tahapan preprocessing data yang dilakukan pada penelitian ini, yaitu: 

 Seleksi atribut 

Penelitian Tugas Akhir ini digunakan atribut asli 53 atribut dan seleksi atribut. Pada tahap ini digunakan korelasi 

Pearson. 10-2 dan 5.10-2. Batasan korelasi 10-2 menghasilkan 31 atribut, sedangkan batasan korelasi 5.10-2 

menghasilkan 7 atribut.  

Berikut adalah penjabaran dari atribut dari hasil seleksi atribut: 

- Data 7 atribut: paket speedy id, status bayar n, status bayar n-1, status bayar n-2, status bayar n-3, usage n, churn. 

- Data 31 atribut: umur plg, paket speedy id, witel, tag n, tag n-2, tag n-3, tag n-4, tag n-5, tag n-6, tag n7, tag n-8, 

tag n-11, status bayar n, status bayar n-1, status bayar n-2, status bayar n-3, status bayar n-4, status bayar n-5, 

status bayar n-6, status bayar n-7, status bayar n-8, status bayar n-9, status bayar n-10, status bayar n-11, ggn n, 

usage n, usage n-1, usage n-2, usage n-3, usage n-4, churn. 

 Normalisasi 
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Pada tahap ini dilakukan normalisasi min-max pada seluruh atribut. Normalisasi dilakukan agar proses latih data 

menjadi lebih cepat atau meningkatkan kinerja model klasifikasi dan membantu model dalam memahami data untuk 

proses pengklasifikasian. Data atribut diskalakan agar sesuai dengan rentang 1-0 karena output prediksi yang hendak 

didapatkan harus berada pada rentang tersebut. Misalnya, dalam dataset ini, Data atribut diskalakan agar sesuai dengan 

rentang 1-0. Dengan demikian, adanya pemahaman jenis pelanggan dengan nilai 1 untuk melakukan keputusan churn. 

- Normalization Min-Max Method 

Metode Normalisasi Min-Max merupakan salah satu metode mengubah data yang kompleks dengan tidak 

menghilangkan isi, sehingga lebih mudah diolah. Dilakukan dengan cara standarisasi data dengan menempatkan 

data dalam range 0 sampai 1, dengan nilai terkecil sebagai 0, dan nilai terbesar sebagai 1. Metode ini memberikan 

keseimbangan pada data satu dengan yang lainnya.   

Rumus perhitungan metode normalisasi min-max: 

 

𝑣′ =  
𝑣 − 𝑚𝑖𝑛𝐴

𝑚𝑎𝑥𝐴 − 𝑚𝑖𝑛𝐴 
 (𝑟𝑎𝑛𝑔𝑒. 𝑚𝑎𝑥 − 𝑟𝑎𝑛𝑔𝑒. 𝑚𝑖𝑛)  +  𝑟𝑎𝑛𝑔𝑒. 𝑚𝑖𝑛 

𝑣′  merupakan data setelah normalisasi, 𝑣 data sebelum normalisasi, 𝑚𝑖𝑛𝐴 nilai minimal pada kolom/atribut sebelum 

normalisasi, 𝑚𝑎𝑥𝐴 nilai maksimal pada kolom/atribut sebelum normalisasi, range min  adalah 0, range max adalah 1. 

 Partisi Data 

Pada tahap ini dilakukan partisi data untuk membuat data training dan data testing. Data training menyediakan bahan 

baku untuk membentuk model prediktif. Data testing digunakan sebagai pengukuran kinerja model klasifikasi. Pada 

tugas akhir ini menggunakan komposisi data training dan testing dengan perbandingan 70:30. Penggunaan data testing 

yang tidak terlalu sedikit yaitu 30% akan menghasilkan hasil performansi yang baik.   

Tabel 2. Jumlah Data 

Komposisi Data Jenis Data Jumlah Data 

70:30  Data training 140.253 record 

 Data testing 60.108 record 

2.3.2. Menangani Imbalance Data menggunakan Underbagging 

Pada proses ini, mengubah dataset yang digunakan untuk membangun model prediksi logistic regression untuk 

memiliki data yang lebih seimbang.  Perubahan ini disebut sampling. Pada Tugas Akhir ini menggunakan teknik 

underbagging. Underbagging adalah metode gabungan dari undersampling dan bagging. 
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Gambar 2. Flowchart Underbagging 

Penjelasan proses flowchart diatas adalah dari data training akan dibuat gugus data baru sebanyak n ganjil. 

Masing-masing gugus data akan dilakukan pengambilan secara acak dari kelas non churn dan diletakkan disetiap 

gugus data yaitu p. Setiap gugus data (p) ini berisi kelas churn dan non churn dengan jumlah yang sama. Pada data 

training terdapat 135.053 kelas non churn dan 5200 kelas churn. Untuk mendapatkan data yang seimbang maka data 

baru yang akan dibuat terdiri dari 5200 churn dan secara random diambil 5200 data non churn sehingga pada setiap 

bags yang dibuat terdapat 10.400 data. Kemudian setelah gugus data dibangkitkan berlanjut ke proses klasifikasi 

dengan logistic regression. Hasil output prediksi yang dihasilkan dari masing-masing model di gugus data akan 

dilakukan voting. Kemudian hasil voting disesuaikan dengan data yang sebenarnya. 

Berikut adalah tabel hasil komposisi data setelah dilakukan proses underbagging: 

Tabel 3. Komposisi Data Underbagging 

Komposisi 

Data 

UNDERBAGGING 

Jumlah data tiap bags 

Kelas Non 

Churn  

Kelas Churn 

70:30 135,053 record  5,200  record 10,400 record 

Selain melakukan penanganan imbalance data pada data training, dilakukan pula terhadap data testing. 

Namun tidak menggunakan metode bagging, melainkan hanya metode Undersampling saja. Seperti tersaji pada 

Gambar 3, langkah pertama Undersampling yaitu menghitung selisih antara kelas mayoritas dan minoritas pada 

data testing. Kemudian menghapus kelas mayoritas secara acak sehingga jumlah kelas mayoritas sama dengan 

minoritas 
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Gambar 3. Tahapan Undersampling 

2.3.3. Membuat Model Prediksi dengan Menggunakan Logistic Regression 

Pada tahap ini dilakukan prediksi churn dengan metode logistic regression. Dari data hasil penanganan 

imbalance data, setiap subset yang telah dibuat dari 53 atribut, 31 atribut dan 7 atribut akan diprediksi dengan 

logistic regression. Metode logistic regression adalah metode yang menghasilkan dua kemungkinan yaitu 

y=1 atau y=0. y=1 menyatakan churn dan y=0 non churn. Keluaran dari model ini berupa sebuah persamaan 

yang diantaranya adalah nilai β0 +  β1X1 + β2X2 + ⋯ . +β53X53. Dimana β0, β1, β2, … . . , β53 merupakan 

koefisien regresi untuk setiap atribut yang digunakan dalam Tugas Akhir ini. Salah satu model yang dibentuk 

dari model terbaik dengan 53 atribut di gugus data 1 adalah: 

 

Pr(Y=1) = 
1

1+exp[−(3.218𝑋1+1.789X2 + −2.023X3+⋯.+40.291X53)]
 (3.1) 

 

Model yang telah didapatkan akan dimasukkan Untuk menentukan nilai hipotesis digunakan fungsi 

sigmoid atau sering disebut dengan fungsi logit. Fungsi logit mempunyai rentang antara 0-1. Prediksi 1 ketika 

hipotesis ≥ 0.5 dan prediksi 0 ketika hipotesis ≤ 0.5. Nilai hipotesis ini menghasilkan output prediksi berupa 

1 dan 0 yang kemudian akan dibandingkan dengan data aktual atau data testing dengan data hasil prediksi. 

Proses ini akan digambarkan pada Gambar yang merupakan flowchart dari logistic regression pada Tugas 

Akhir ini. 
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Gambar 4. Flowchart Logistic Regression 

2.3.4. Evaluasi Model Klasifikasi 

Dalam mengevaluasi performasi underbagging dan logistic regression dapat diteliti dengan confusion matrix. 

Dengan matriks evaluasi, dapat diketahui beberapa perhitungan untuk mengevaluasi hasil Recall, Precision, 

dan F1-measure. 

a. Confusion Matrix 

Pada penanganan imbalance data dibuat confusion matrix untuk mempresentasikan hasil prediksi 

sebuah classifier. Confusion matrix menghasilkan akurasi, precision dan recall. Tabel klasifikasi 

adalah tabel yang terdiri dari data aktual dan data prediksi, tabel ini digunakan dengan tujuan untuk 

mengukur kinerja suatu model klasifikasi. Berikut ini merupakan tabel klasifikasi dengan dua kelas: 

[21] 
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Tabel 4. Confusion matrix untuk dua kelas 

Count 
Aktual 

Churn Non Churn 

 

 

Prediksi 

Churn 

 

TP (True 

Positif) 

FN (False 

Negatif) 

 

Non Churn 

 

FP (False 

Positif) 

TN (True 

Negatif) 

 

 

Churn adalah kondisi pindahnya pelanggan dari satu provider ke provider lain. Non churn merupakan 

kondisi pelanggan tetap menggunakan layanan pada provider tersebut. 

 True Positive (TP) adalah jumlah pelanggan dengan status churn, ketika diprediksi hasil prediksi 

menunjukan churn. 

 False Positive (FP) adalah jumlah pelanggan dengan status churn, ketika diprediksi hasil prediksi 

menunjukan non churn. 

 False Negative (FN) adalah jumlah pelanggan dengan status non churn, ketika diprediksi hasil 

prediksi menunjukan churn. 

 True Negative (FN) adalah jumlah pelanggan dengan status non churn, ketika diprediksi hasil 

prediksi menunjukan non churn. 

 

True positive rate (TPR) atau sensitivitas didefinisikan sebagai kelas contoh positif diprediksi dengan 

benar oleh model. 

 

𝑇𝑃𝑅 =  
TP

(TP+FP)
 (2.4) 

 

True negative rate (TNR) atau spesifisitas didefinisikan sebagai kelas contoh negatif diprediksi 

dengan benar oleh model. 

𝑇𝑁𝑅 =  
TN

(TN+FN)
 (2.5) 

 

False positive rate (FPR) adalah kelas contoh negatif diprediksi sebagai kelas positif. 

𝐹𝑃𝑅 =  
FP

(FP+TN)
 (2.6) 

 

False negative rate (FNR) adalah kelas contoh positif diprediksi sebagai kelas negatif. 
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𝐹𝑁𝑅 =  
FN

(FN+TP)
 (2.7) 

 

Pengukuran performansi lainnya adalah Recall, Precision, dan F1-measure. 

b. Recall  

Recall dihitung untuk mengevaluasi seberapa besar coverage suatu model dalam memprediksi suatu 

kelas tertentu. Recall didapatkan dengan menghitung perbandingan antara jumlah data untuk satu kelas 

tertentu yang diprediksi dengan benar dibagi jumlah total kelas tersebut [4]. 

𝑹𝒆𝒄𝒂𝒍𝒍 =
𝑻𝑷

𝑻𝑷+𝑭𝑵
  (2.8) 

Recall bisa diberi nilai dalam bentuk presentase 1 sampai 100% dengan hasil pembagian jika nilai 1 

berarti relevan.[12] 

c. Precision 

Precision dihitung untuk mengevaluasi seberapa baik ketepatan model dapat memprediksi suatu kelas. 

Precision didapatkan dengan menghitung perbandingan antara jumlah data untuk satu kelas tertentu 

yang diprediksi dengan benar dibagi jumlah total prediksi kelas tersebut[10]. 

𝑷𝒓𝒆𝒄𝒊𝒔𝒊𝒐𝒏 =
𝑻𝑷

𝑻𝑷+𝑭𝑷
 (2.9) 

Precision juga bisa diartikan sebagai kepersisan atau kecocokan dari permintaan informasi 

dengan jawaban terhadap permintaan tersebut. Perhitungan ini bisa diberi nilai dalam bentuk presentase 

1 sampai 100% dengan hasil pembagian jika nilai 1 berarti relevan.[12] 

d. F1-measure 

F1-measure adalah perhitungan kombinasi antara recall dan precision. Merupakan ukuran pada akurasi 

pengujian. 

 

𝑭 − 𝑴𝒆𝒂𝒔𝒖𝒓𝒆 =
𝟐∗𝑷𝒓𝒆𝒄𝒊𝒔𝒊𝒐𝒏∗𝑹𝒆𝒄𝒂𝒍𝒍

𝑷𝒓𝒆𝒄𝒊𝒔𝒊𝒐𝒏+𝑹𝒆𝒄𝒂𝒍𝒍
  (2.10) 

Skor F1-measure dapat diartikan sebagai rata-rata tertimbang (weighted average) dari presisi dan recall, 

di mana skor F1-measure mencapai nilai terbaik pada 1 dan terburuk pada 0.[12] 

2.3.5 Skenario Pengujian 

Skenario pengujian pada penelitian Tugas Akhir ini dilakukan menggunakan dataset PT. 

Telekomunikasi Indonesia Regional 7 yang telah dijelaskan pada bab sebelumnya. Pengujian dilakukan 

dengan membandingkan pengaruh pada hasil dari proses penanganan imbalance data dengan undersampling 

dan bagging, dan membandingkan pengaruh logistic regression terhadap performansi model klasifikasi. 

1. Pengujian dilakukan dengan percobaan seleksi atribut yang berjumlah 7 atribut, 31 atribut, dan 53 

atribut dengan menggunakan metode klasifikasi menggunakan Logistic Regression (LR) tanpa 

penanganan imbalance data dan dengan penanganan imbalance data menggunakan Underbagging dari 

komposisi data 70:30. Tujuan dari skenario ini adalah untuk mendapatkan jumlah atribut terbaik. 

2. Pengujian dilakukan dengan percobaan penanganan imbalance data menggunakan Underbagging 

dengan banyak gugus data (p) sebesar 3, 7 dan 15. Tujuan dari skenario ini adalah untuk melihat 

pengaruh jumlah gugus data pada hasil pengujian yang dilakukan. 
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3. Pengujian dilakukan dengan percobaan penanganan imbalance data dengan underbagging dan 

pengaruh performansi klasifikasi Logistic Regession (LR). Tujuan dari skenario ini adalah untuk 

melihat pengaruh dari Logistic Regression (LR). 

Pada masing masing skenario akan dianalisis performansi model klasifikasi yang dibangun kemudian dinyatakan 

dengan akurasi, dan nilai f1-measure pada prediksi churn. 

3. Hasil dan Pembahasan 

Dari penerapan skenario pengujian yang dijelaskan pada bab sebelumnya akan didapatkan hasil pengujian. Pada setiap 

skenario akan menggunakan parameter input pada penanganan imbalance data dengan jumlah gugus data (p) = 3, 7, 

dan 15. Berikut adalah hasil dan analisis pengujian dari skenario yang telah diterapkan. 

 

a. Pengaruh seleksi atribut terhadap hasil klasifikasi  

Analisis dilakukan dari hasil pengujian model klasifikasi menggunakan Logistic Regression. Pengujian ini 

menggunakan hasil seleksi atribut yang berasal dari penggunaan korelasi pearson sehingga menjadi 7, 31 dan 53 

atribut dengan komposisi data 70% data training dan 30% data testing. Selain itu, dilakukan analisis terhadap 

Logistic Regression dengan penanganan imbalance data pada 7, 31 dan 53 atribut. Pada penanganan imbalance 

data menggunakan metode Underbagging dengan jumlah gugus data p=15. Kemudian nilai akurasi yang didapat 

akan dinyatakan pada gambar 6 dan nilai f1-measure pada gambar  7. 

 

Gambar 5. Hasil nilai akurasi pada pengujian pengaruh seleksi atribut 

 

Pada grafik diatas memperlihatkan bahwa nilai akurasi yang diperoleh dari hasil pengujian seleksi atribut dengan 

hanya menggunakan metode klasifikasi Logistic Regression mengalami peningkatan dari seleksi atribut hingga 

saat menggunakan atribut asli yaitu berjumlah 53 atribut dengan nilai akurasi 55,657%. Hasil akurasi pada 

gambar 6  disebabkan oleh setiap atribut/variabel yang digunakan bisa mempengaruhi pada hasil performansi. 

Sedangkan, pada hasil akurasi dengan seleksi 31 atribut hanya terdapat selisih 1,9% dari atribut asli. Hal ini 

menunjukkan penggunaan seleksi 31 atribut memiliki keterkaitan antar antribut yang cukup kuat. Pada atribut 

dengan jumlah 7, hanya menghasilkan nilai akurasi yang rendah karena pemakaian atribut yang sedikit, karena 

ada variabel lain yang dibutuhkan untuk meningkatkan hasil akurasi. 

Namun untuk kasus imbalance class, perhitungan akurasi tidak cocok karena error pada kelas churn tidak akan 

memberikan dampak yang berarti pada perhitungan akurasi. Sehingga perlu adanya penanganan imbalance data. 
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Gambar 6. Hasil nilai  f1-measure Pengujian pengaruh Seleksi Atribut 

Gambar 7 merupakan hasil performansi pada pengujian pengaruh seleksi atribut  diukur dari nilai f1-measure. 

Dapat dilihat dari seleksi 7 atribut nilai f1-measure = 0 dikarenakan true positive bernilai 0, ini berarti model 

dengan hanya penggunaan 7 atribut akan melakukan kesalahan pada prediksi data aktual churn yang seharusnya 

diklasifikasikan sebagai churn, karena adanya ketidakseimbangan kelas.  

Karena nilai f1-measure yang sangat kecil maka perlu dilakukan penanganan kasus imbalance data agar hasil 

f1-measure yang didapatkan lebih baik lagi. Dari hasil grafik diatas, didapatkan nilai f1-measure tertinggi pada 

atribut asli tanpa penanganan imbalance data yaitu 20,577%. Setelah penanganan imbalance data pada penelitian 

ini menghasilkan nilai performansi f1-measure tertinggi sebesar 84,985%. 

Melakukan seleksi atribut dapat disimpulkan memberi pengaruh terhadap hasil performansi model yang 

dibangun, berdasarkan pengujian bahwa hasil performansi tertinggi selalu dimiliki oleh atribut asli. Karena 

atribut asli sudah memiliki seluruh atribut yang dibutuhkan untuk menghasilkan performansi yang baik. 

b. Pengaruh jumlah nilai gugus data pada metode Underbagging  

Pada pengujian ini dilakukan penanganan imbalance data dengan menggunakan metode underbagging. Jumlah 

gugus data yang digunakan adalah 3, 7 dan 15 pada atribut asli 53. Kemudian dari hasil penanganan imbalance 

data akan dilakukan pengujian dengan menggunakan model klasifikasi logistic regression pada semua atribut 

yang dinyatakan dalam bentuk persen (%).  

 

 

Gambar 7. Hasil nilai f1-measure pada pengujian pengaruh underbagging 
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Dari gambar 8 dapat dianalisis bahwa pada penanganan imbalance data menggunakan underbagging dengan p = 

3, 7 dan 15 menghasilkan nilai f1-measure yang terus meningkat dan tertinggi pada p = 15 yaitu 84,985%. Hasil 

ini didapatkan karena semakin banyak jumlah gugus data p yang diterapkan, maka akan semakin meningkat pula 

nilai ketepatan prediksinya.  

 

Gambar 8. Hasil nilai akurasi pada pengujian pengaruh underbagging 

Gambar 9 menunjukkan hasil akurasi prediksi churn dari penanganan imbalance data menggunakan 

underbagging dengan p = 3, 7 dan 15, dengan nilai akurasi semakin meningkat dan tertinggi pada jumlah p = 15 

yaitu 85,531%. Tingkat akurasi dapat meningkat dikarenakan penggunaan jumlah gugus data atau p pada 

penanganan imbalance data memberi pengaruh pada hasil akurasi model klasifikasi.  

Karena data pada teknik bagging dilakukan sampling dengan atau tanpa pengembalian, sehingga distribusi data 

dari tiap data bagging berbeda. Beberapa data dari data training bisa saja muncul beberapa kali atau mungkin 

tidak muncul sama sekali. Hal inilah yang menjadi kunci bagaimana bagging bisa meningkatkan akurasi karena 

dengan sampling dengan atau tanpa pengembalian dapat memperkecil variance dari dataset sehingga bagging 

dapat mengurangi kesalahan dalam proses klasifikasi. Variance adalah perbedaan antara data aktual dengan 

prediksi yang diharapkan. Sehingga akurasi dapat naik. 

c. Pengaruh klasifikasi Logistic Regression (LR) terhadap hasil performansi 

Pada pengujian ini dilakukan analisis pengaruh klasifikasi Logistic Regression terhadap hasil performansi yang 

telah dilakukan penanganan imbalance data dengan menggunakan metode underbagging p=15. Setelah hasil 

didapatkan maka dilakukan analisis hasil performansi terhadap nilai akurasi dan nilai f1-measure.  Logistic 

regression memprediksi nilai Y atau yang nanti disebut output prediksi, dari setiap nilai (values) estimasi 

koefisien regresi yang terdapat pada variabel X. Variabel X merupakan variabel prediktor yaitu 52 atribut.  
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Gambar 9. Hasil nilai akurasi pada pengujian pengaruh logistic regression 

 

 

Gambar 10. Hasil nilai f1-measure pada pengujian pengaruh logistic regression 

 

Berdasarkan gambar 11 yaitu dari hasil pengujian menggunakan 7, 31 dan 53 atribut didapatkan nilai f1-measure 

tertinggi pada atribut asli. Yaitu penggunaan seleksi  53 atribut. Hal ini dikarenakan model klasifikasi LR 

melakukan perhitungan menggunakan estimasi koefiesien regresi yang didapatkan dari masing-masing atribut 

berdasarkan persamaan 2.1. Koefisien regresi yang dihasilkan juga berjumlah 53. Dari estimasi koefiisen ini 

kemudian akan didapatkan  nilai (𝑧) yang didapatkan dari fungsi sigmoid 𝑓(𝑧). Setelah dilakukan penentuan 

nilai prediksi menggunakan hipotesis fungsi sigmoid yaitu 0.5 maka dihasilkan nilai Y atau output prediksi yang 

akan dibandingkan dengan data aktual. 

Pada pengujian ini didapatkan variabel X yang memberikan pengaruh tinggi adalah atribut pertama sampai 

atribut ke 52.  

 

Sehingga yang memberikan pengaruh pada hasil performansi klasifikasi untuk memprediksi churn menggunakan 

logistic regression adalah penggunaan estimasi koefisien regresi dari nilai atau isi dari 52 atribut ini.  

 

 

 

4. Kesimpulan 

77,254 83,871 85,531

0

50

100

7 31 53

ak
u

ra
si

 (
%

)

jumlah atribut

Hasil Pengujian Pengaruh Logistic 
Regression

Ubag 15+LR

74,791
83,606 84,985

0

50

100

7 31 53

f1
-m

ea
su

re
 (

%
)

jumlah atribut

Hasil Pengujian pengaruh Logistic 
Regression

Ubag 15+LR

ISSN : 2355-9365 e-Proceeding of Engineering : Vol.4, No.2 Agustus 2017 | Page 3222



 

14 
 

Berikut adalah kesimpulan yang didapatkan dari hasil penelitian yang telah dilakukan pada Tugas Akhir ini: 

1. Melakukan seleksi atribut dapat disimpulkan memberi pengaruh terhadap hasil performansi model yang 

dibangun karena hasil performansi tertinggi selalu dimiliki oleh atribut asli, walaupun atribut seleksi 

menghasilkan nilai yang terus meningkat. Sehingga jika menghasilkan performansi buruk terjadi karena 

ada variabel lain (atribut) yang dibutuhkan. 

2. Melakukan penanganan imbalance data dengan underbagging bisa meningkatkan akurasi karena data pada 

teknik bagging dilakukan sampling dengan atau tanpa pengembalian, sehingga distribusi data dari tiap data 

bagging berbeda. Sampling ini dapat memperkecil variance dari dataset sehingga bagging dapat 

mengurangi kesalahan dalam proses klasifikasi. 

3. Penambahan jumlah gugus data (p) pada metode underbagging, dapat meningkatkan nilai performansi yang 

dihasilkan oleh model klasifikasi yang dibangun yaitu logistic regression.  

4. Hasil pengujian model klasifikasi logistic regression tanpa penanganan imbalance data mencapai nilai f1-

measure 20,577%  Hal ini menunjukkan bahwa harus dilakukan adanya penanganan imbalance data. 

Setelah dilakukan imbalance data maka f1-measure meningkat menjadi 85,531%. 

5. Penggunaan estimasi koefisien nilai atau isi dari setiap atribut (variabel predictor) ini adalah yang 

memberikan pengaruh pada hasil performansi klasifikasi untuk memprediksi churn menggunakan logistic 

regression  

 

5. Saran 

Saran untuk pengembangan Tugas Akhir ini adalah parameter inputan gugus data (p) pada Underbagging dapat 

ditambah agar hasil performansi lebih baik 
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