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Abstrak— Dalam era digital saat ini, pengelompokan 

pelanggan berdasarkan data numerik menjadi kebutuhan penting 

dalam pengambilan keputusan strategis, terutama di sektor e-

commerce. Penelitian ini bertujuan untuk membangun sistem 

klasifikasi pelanggan menggunakan pendekatan machine 

learning, dengan fokus pada algoritma Support Vector Machine 

(SVM) dan metode feature selection berbasis algoritma Reduct. 

Tujuannya adalah meningkatkan efisiensi klasifikasi tanpa 

mengorbankan akurasi dan kualitas hasil prediksi. Dataset yang 

digunakan bersumber dari Feed Grains Database milik USDA, 

yang berisi atribut numerik seperti harga, hasil panen, stok, dan 

suplai. Data tersebut diproses melalui pemilihan fitur manual dan 

Reduct untuk menyaring fitur yang relevan. Setelah dilakukan 

proses klasifikasi, hasil menunjukkan bahwa meskipun nilai 

akurasi model relatif konstan (57,14%), terjadi peningkatan pada 

nilai precision dan recall, yang mengindikasikan peningkatan 

kualitas segmentasi antara kelas Murah dan Mahal. Penelitian ini 

menyimpulkan bahwa penerapan algoritma Reduct mampu 

menyederhanakan struktur data, meningkatkan efisiensi sistem, 

serta tetap menjaga performa klasifikasi. Sistem ini berpotensi 

diterapkan pada berbagai domain lain yang mengandalkan 

klasifikasi berbasis data numerik, serta dapat dikembangkan 

menjadi alat bantu analisis pelanggan dalam sistem informasi e-

commerce. 

Kata kunci — machine learning, support vector machine, 

feature selection, Reduct, klasifikasi pelanggan 

I. PENDAHULUAN  

1) Industri e-commerce terus mengalami pertumbuhan 
pesat seiring dengan digitalisasi perilaku konsumen dan 
ketersediaan data transaksi yang semakin besar. Data 
pelanggan kini menjadi sumber daya penting dalam 
pengambilan keputusan bisnis, khususnya untuk memahami 
pola perilaku dan melakukan segmentasi pasar yang lebih 
akurat (Chen, Xu, & Wang, 2024). Namun, kompleksitas dan 
tingginya dimensi data pelanggan seringkali menjadi 
tantangan utama dalam pengolahan informasi, terutama 
dalam penerapan algoritma klasifikasi (classification) 
berbasis machine learning (Shalev-Shwartz & Ben-David, 
2014). Permasalahan yang kerap muncul adalah banyaknya 
atribut atau fitur dalam dataset yang tidak semuanya relevan, 
yang berpotensi menurunkan performa model dan 
meningkatkan biaya komputasi (Zhang, Li, & Xie, 2021). 
Dalam konteks ini, proses penyaringan fitur atau feature 
selection menjadi tahapan penting untuk memastikan 
efisiensi dan efektivitas proses klasifikasi (Wang & Zhang, 

2022). Salah satu pendekatan yang dinilai tepat untuk 
menangani permasalahan ini adalah penggunaan algoritma 
Reduct dari teori Rough Set, yang dapat menyeleksi atribut 
yang benar-benar signifikan tanpa menghilangkan informasi 
utama (Duda, Hart, & Stork, 2012). Sebagai sumber data, 
penelitian ini menggunakan Feed Grains Database dari 
United States Department of Agriculture (USDA, 2024), 
yang berisi atribut numerik seperti hasil panen, harga jual, 
stok akhir, dan suplai komoditas pertanian. Meskipun tidak 
secara langsung berasal dari data pelanggan e-commerce, 
struktur dataset ini cocok untuk disimulasikan dalam konteks 
klasifikasi berbasis fitur numerik yang merepresentasikan 
karakteristik konsumen. Untuk membangun sistem 
klasifikasi, algoritma Support Vector Machine (SVM) 
digunakan karena dikenal efektif dalam menangani data 
berdimensi tinggi dan bersifat non-linear (Vapnik, 1995). 
SVM juga terbukti unggul dalam berbagai studi kasus 
klasifikasi (Platt, 1999; Pedregosa et al., 2011). Namun, 
untuk memastikan bahwa model bekerja secara efisien, 
dibutuhkan proses seleksi fitur agar hanya atribut paling 
relevan yang digunakan sebagai input bagi algoritma 
klasifikasi (Haykin, 2009). Dengan menerapkan algoritma 
Reduct, penelitian ini bertujuan menyederhanakan struktur 
data dan meningkatkan efisiensi proses klasifikasi. 
Pendekatan ini juga sejalan dengan prinsip interpretability 
dalam machine learning, yakni agar model tidak hanya akurat 
tetapi juga mudah dipahami dan dijelaskan (Chen et al., 
2024). Secara keseluruhan, sistem klasifikasi yang 
dikembangkan dalam penelitian ini diharapkan dapat 
memberikan kontribusi nyata terhadap praktik pengelolaan 
data pelanggan, serta memiliki potensi untuk diterapkan pada 
sistem informasi skala enterprise dalam pengambilan 
keputusan strategis). 

II. KAJIAN TEORI 
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A. Teori dan Model Segmentasi Pelanggan 

Beberapa pendekatan klasik terhadap segmentasi 
pelanggan antara lain: 

1. Recency, Frequency, Monetary (RFC) model yang 
digunakan untuk menilai nilai pelanggan berdasarkan 
waktu transaksi terakhir, frekuensi pembelian, dan jumlah 
uang yang dibelanjakan (Kumar & Reinartz, 2016). 

2. Demographic Segmentation, yang membagi pelanggan 
berdasarkan usia, jenis kelamin, lokasi, dan status 
ekonomi (Wedel & Kamakura, 2012). 

3. Behavioral Segmentation, yang menganalisis perilaku 
pengguna dalam berinteraksi dengan platform (Bose & 
Chen, 2020). 

 
B. Model dan Algoritma klasifikasi 

Untuk menyelesaikan permasalahan klasifikasi 
pelanggan, berbagai algoritma machine learning dapat 
digunakan. 
1.Decision Tree (DT): Membuat keputusan berdasarkan 
pemisahan atribut secara rekursif. Mudah diinterpretasi tetapi 
rentan terhadap overfitting (Han, Kamber, & Pei, 2011). 
2.Random Forest (RF): Ensemble dari banyak decision tree 
untuk meningkatkan akurasi dan stabilitas. Cocok untuk data 
besar dan kompleks (Zhang et al., 2021). 
3.Support Vector Machine (SVM): Memisahkan kelas 
dengan hyperplane yang optimal. Sering digunakan pada data 
berdimensi tinggi dan non-linear (Hsu & Lin, 2022). 
4. K-Nearest Neighbors (KNN): Mengklasifikasikan data 
berdasarkan jarak ke data tetangga terdekat. Sederhana tetapi 
tidak efisien untuk dataset besar (Liu & Motoda, 2022). 
 
C. Metode Feature Selection dan Penyaringan Atribut 

Dalam klasifikasi berbasis data besar, penyaringan 
atribut sangat penting untuk mengurangi kompleksitas dan 
meningkatkan akurasi. Beberapa pendekatan feature 
selection yang sering digunakan: 

 
1. Filter Methods: seperti Information Gain dan Chi-Square, 
bekerja terpisah dari algoritma klasifikasi (Liu & Motoda, 
2022). 
 
2.Wrapper Methods: seperti Recursive Feature Elimination 
(RFE), bergantung pada algoritma klasifikasi untuk 
mengevaluasi subset fitur. 
 
3.Embedded Methods: seperti LASSO dan Tree-based 
importance scores, mengintegrasikan seleksi fitur ke dalam 
proses pelatihan 
 

Namun, semua pendekatan ini memiliki kekurangan, 
seperti tingginya waktu komputasi atau sensitivitas terhadap 

noise. Sebagai alternatif, teori rough set menawarkan 
pendekatan algoritma Reduct, yang fokus pada minimalisasi 
atribut tanpa mengurangi kemampuan diskriminasi antar 
kelas (Zhang, Li, & Xie, 2021 

 

III. METODE 

A. Knowledge Data Discovery (KDD) 
 KDD adalah proses sistematis untuk mengekstrak 
pengetahuan dari data, yang mencakup lima tahap utama: 
seleksi data, pra-pemrosesan, transformasi, data mining, dan 
evaluasi. Pendekatan ini lebih bersifat konseptual dan 
mendalam dibanding CRISP-DM atau SEMMA, serta 
mendukung eksplorasi data secara analitis dan ilmiah 
(Fayyad et al., 1996). 

 
B. Implementasi KDD dalam Penelitian 
1.Seleksi Data 
 
Menggunakan dataset Feed Grains Database yang tersedia 
secara publik dan relevan untuk simulasi pola segmentasi. 
 
2.Pra-pemrosesan Data 
 
Meliputi pembersihan data, penghapusan noise, dan 
normalisasi atribut. 
 
3.Transformasi Data 
 
Dilakukan feature selection menggunakan algoritma Reduct 
untuk mengurangi dimensi tanpa kehilangan informasi 
penting. 
 
4.Data Mining 
 
Menggunakan Support Vector Machine (SVM) untuk 
melakukan klasifikasi pelanggan berdasarkan atribut yang 
telah disaring. 
 
5.Evaluasi 
 
Menggunakan metrik akurasi, precision, recall, F1-score, dan 
waktu komputasi untuk menilai kinerja model 
 
C. Evaluasi  
1.Akurasi: Proporsi prediksi yang benar dari total 
keseluruhan. 
 
2.Precision: Proporsi prediksi positif yang benar dari semua 
prediksi positif. 
 
3.Recall: Proporsi kasus positif yang benar-benar terdeteksi 
oleh model. 
 
4.F1-Score: Rata-rata harmonik dari precision dan recall. 
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5.Evaluasi juga mencakup waktu komputasi untuk menilai 
efisiensi proses klasifikasi setelah penyaringan fitur 

 
IV. HASIL DAN PEMBAHASAN 

Pengumpulan data dalam penelitian ini dilakukan dengan 
menggunakan data sekunder yang diperoleh dari sumber 
terbuka dan resmi, yaitu melalui situs Data.gov. Dataset yang 
digunakan adalah Feed Grains Database, yang mencakup 
informasi historis mengenai komoditas seperti jagung, 
barley, oat, dan sorgum, dengan atribut-atribut numerik 
terkait produktivitas, harga, pasokan, serta konsumsi. 

Dataset ini dipilih karena memiliki struktur yang kaya 
fitur numerik, waktu, dan entitas, sehingga dapat 
dimanfaatkan untuk mensimulasikan perilaku pelanggan atau 
segmentasi berdasarkan pricing, production, dan supply 
behavior. Data ini valid dan dapat dipertanggungjawabkan 
karena bersumber dari instansi pemerintah, yaitu United 
States Department of Agriculture (USDA), dan memiliki 
struktur yang konsisten dari tahun ke tahun.  

 
A. Gambar  
 

 

 

GAMBAR 1 
(A) Korelasi Antar Numerik 

 

B. Tabel 

 
TABEL 1 

(A) DOKUMENTASI MODULAR PERANCANGAN SISTEM KLASIFIKASI 

Modul / Folder Fungsi Utama Keterangan 

data/ Menyimpan 
dataset mentah 
dan hasil 
unduhan 
eksternal 

Berisi 
FeedGrains.csv 

results/ Menyimpan 
output hasil 
klasifikasi, 
visualisasi, dan 
evaluasi 

Contoh: 
confusion 
matrix, fitur 
hasil reduksi 

src/preprocess.py Pra-
pemrosesan 
data, filtering 
atribut, pivot, 
imputasi 

Digunakan 
sebelum proses 
Reduct & 
klasifikasi 

src/reduct.py Reduksi fitur 
menggunakan 
algoritma 
Reduct 

Mengurangi 
fitur 
berdasarkan 
korelasi atribut 

src/svm_model.py Pelatihan dan 
evaluasi model 
klasifikasi 
SVM 

Mencetak 
metrik: akurasi, 
precision, recall 

main.py Pipeline utama 
sistem 

Menjalankan 
seluruh proses 
dari awal 
hingga evaluasi 

 

V. KESIMPULAN 

Berdasarkan hasil eksperimen dan analisis yang telah 
dilakukan, penelitian ini berhasil mengidentifikasi bahwa data 
pelanggan e-commerce memiliki karakteristik yang kompleks 
dan berdimensi tinggi. Kompleksitas ini berdampak langsung 
pada performa model klasifikasi, terutama dalam hal efisiensi 
dan akurasi. Ketika seluruh atribut digunakan tanpa seleksi, 
model cenderung mengalami kelebihan informasi yang dapat 
mengganggu proses pembelajaran mesin dan menurunkan 
efektivitas klasifikasi. 

Sebagai solusi atas permasalahan tersebut, penelitian ini 
berhasil mengimplementasikan algoritma Reduct sebagai 
metode seleksi fitur. Penerapan Reduct mampu menyaring 
atribut-atribut yang redundan atau tidak relevan, sehingga 
hanya fitur-fitur yang signifikan yang digunakan untuk proses 
klasifikasi. Hasil evaluasi model Support Vector Machine 
(SVM) menunjukkan bahwa meskipun akurasi tetap stabil di 
angka 57,14%, terdapat peningkatan pada metrik evaluasi lain 
seperti precision, recall, dan F1-score. Hal ini membuktikan 
bahwa efisiensi model meningkat secara signifikan setelah 
proses seleksi fitur dilakukan, tanpa mengorbankan kualitas 
klasifikasi. 

Dengan demikian, tujuan penelitian untuk menjelaskan 
kondisi data yang kompleks serta mengimplementasikan 
algoritma Reduct sebagai solusi seleksi fitur telah tercapai. 
Sistem yang dikembangkan juga berpotensi untuk diterapkan 
secara luas pada sistem klasifikasi pelanggan e-commerce 
dalam skala enterprise. 
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